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Erster Einstieg
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Begriffliche Differenzierung

e Kiinstliche Intelligenz
* Starke Kl
* Sieist mindestens so intelligent wie ein Mensch,
verfligt Gber ein Bewusstsein ihrer selbst und ist in der
Lage, in naturlicher Sprache zu kommunizieren.
* Schwache Kl
* Eine spezialisierte oder schwache Kl, wie etwa ein
Schachcomputer, eine moderne Bilderkennung oder
auch Siri.

* Machine Learning
* Bei Machine Learning handelt es sich um einen Oberbegriff,
der eine Klasse von lernenden Algorithmen bezeichnet, die
aus ,Erfahrung” lernen kénnen.

* Neuronale Netze
* Ein neuronales Netz besteht aus einer beliebigen Anzahl
miteinander verbundener, kiinstlicher Neuronen. Diese
werden Ublicherweise in Schichten (Layers) angeordnet.

* Deep Learning
* Deep Learning ist eine spezielle Klasse von
Optimierungsmethoden von kiinstlichen neuronalen
Netzwerken. Der wesentliche Unterschied besteht in der
Komplexitat der Zwischenschichten, den sogenannten
,hidden layers”.
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Historische Entwicklung iC

Die Idee klinstliche neuronale Netze zu erstellen entstammt der Idee das menschliche Gehirn und
dessen Funktionalitat nachzuahmen bzw. zu simulieren um komplexe Aufgaben numerisch 16sen zu
konnen. Mit der Entwicklung von Computern in den spaten 1940er Jahren wurden die
Randbedingungen dazu geschaffen. Im Jahr 1943 gaben Warren McCulloch und Walter Pitts den
Anstol} zur Erforschung kiinstlicher neuronaler Netzwerke, indem sie aufzeigten, dass einfache
neuronale Netze prinzipiell jede arithmetische und logische Funktion 1 berechnen kénnen.

McCulloch-Pitts-Neuron

X1
AND

X2

X1

X2
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Neuronale Netze iC

Neuronale Netze sind die Kombination einer belieben Anzahl von
Neuronen in einer bestimmten Netztopologie.

Kenngrolien:
* Anzahl der Input und Output Parameter

* Layer
* Neuronen pro Layer

iy |——= ( )—‘ 0

) O—o

- Do
Lin LI Jhidden L2,hr'dden Lk,hidden Lou!
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Arten neuronaler Netze i

Verbreitete Arten neuronaler Netzwerke sind:

* Feedforward Netze 0 N
— Informationen werden von der Eingabeschicht tUber die i \2/
Zwischenschichten bis hin zur Ausgabeschicht nur in eine | C{,C O

Richtung (,vorwarts“) weitergereicht. il ey

e Feedback Netze

— direkte Rickkopplung

— indirekte Rickkopplung
— seitliche Ruckkopplung
— vollstandige Verbindung

* Neuronen pro Layer

— Innerhalb der Schichten (Layer) eines Netzes wird eine Mustererkennung durchgefihrt.
Jede Schicht prazisiert dabei die Mustererkennung auf Basis des Outputs der vorherigen
Schicht.
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Kuinstliches Neuron i

Eingabevektor x
Gewichtsvektor w

Die Aktivierungsfunktion gibt an wie sich ein neuer Aktivierungszustand
aus Eingabe, Netzeingabe und Schwellenwert ergibt.

4. Die Ausgabefunktion bestimmt aus der Aktivierung die Ausgabe des

Neurons.
mn
Gewichtungen > ney = inwi,j
Eingaben pry X1
AND
%
Aktivierungs-
funktion
X @ Netzelrlgabe X2
net.
J (p —»Oj
Aktivi X OR
X @ ivierung
Ubertragungs-
: funktion
X2

0.
X J
" . Schwellwert
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Gewichtung

Die Gewichte beschreiben die Intensitat des Informationsflusses entlang einer
Verbindung in einem neuronalen Netzwerk. Die Gewichte stellen das eigentliche
,Gehirn“ des Netzwerks dar und werden im Rahmen des Trainingsprozesses so
angepasst, dass das Endresultat den Anforderungen entspricht.

* w;=0 = keine Verbindung von Neuron i zu Neuron j
* w;<0 - hemmende Verbindung von Neuron i zu Neuron j

* w0 —> anregende Verbindung von Neuron i zu Neuron j

n

. Gewichtungen »  net; = le-wi,j
Eingaben i=1

Aktivierungs-
funktion

Netzeingabe
net.
J w E—
Aktivierung

Ubertragungs-
funktion

Schwellwert
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Aktivierungsfunktion

Generell wird unterschieden zwischen:

* Linearen Aktivierungsfunktionen

* Schwellwertfunktion

* Nichtlinearen Aktivierungsfunktionen

Hame

Identity

Eirary step

Logistic {a.k a

Goft step)

Tard

ArcTan

Rectified
Linear lInit
(ReLl)

Paraneteric

Rectified
Linear Unit
(PReLU} ]

Esponential
Linear Tnit

(eLry 31

SoftPlus

f2) =2
0 for
f“")‘{ | for

_ 1
flx) = =

f(z) = tanh(z) =

f(z) = tan"(z)

S AL (o R
"r["}_{.r for >0

Equation

<0
x>0

I s

r <0

r <0

ar for :
IU)_{ r for 220

z for z>0

f[r}:{ afc® = 1) f_or <0

f(x) = log,(1+€)

Derivative

fllz)=1

P { 0 for z#0

F@P\ 7 for z20
f'(x) = fz)(1= f(x))

f')=1- f(z)*

1

f(z) =

<0
x>0

1 for >0

flz)+a for x <{)

1 for

{ a for <0

Anschauungsbeispiel:

T TE TR TIT

0,4 +1-(-0,3)= 0,1



Lernprozess neuronaler Netze iC

Der Lernprozess legt im wesentlichen die Werte der Gewichte w fest. Dabei werden
unterschiedliche Lernprozesse herangezogen.

e Uberwachtes Lernen ,supervised learning”
— Beim Uberwachten Lernen gibt ein externer Lehrer dem Netz zu jeder
Eingabe die korrekte Ausgabe oder die Differenz der tatsachlichen zur
korrekten Ausgabe an.

e UnlUberwachtes Lernen ,unsupervised learning”

— Das Netz versucht ohne Beeinflussung von aulRen die prasentierten Daten in
Ahnlichkeitsklassen aufzuteilen.

e Bestarktes Lernen ,reinforced learning”

— Im Gegensatz zum Uberwachten Lernen wird dem Netz hier lediglich
mitgeteilt, ob seine Ausgabe korrekt oder inkorrekt war. Das Netz erfahrt
nicht den exakten Wert des Unterschiedes. Da man hier zwar eine Ruckgabe
an das Netz gibt, aber keine explizite Korrekturanweisung, ist dies eine
Mischform aus den beiden anderen Arten, die allerdings eher selten benutzt
wird.

Unteranpassungs- | Uberanpassun,

{ . ' . . bereich bereich
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Gradientenabstiegsverfahren |

Das Gradientenabstiegsverfahren (gradient descent) beruht auf folgender
ldee:

e starte mit zufalliger Wahl der Parameter w und
wiederhole flir bestimmte Rundenzahl oder bis Konvergenz;

* berechne den Gradienten AL(w) an dieser Stelle, als die Richtung des
steilsten Aufstiegs;

e aktualisiere die Parameter als w = w — n AL(w), mit Lernrate n > 0.0, d.h.
laufe ein Stiick entgegen der Richtung des steilsten Aufstiegs;

A
Suchphase finale Phase Suchphase

W
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Gradientenabstiegsverfahren Il

Anschauliches Beispiel zum Gradientenabstiegsverfahren

4
1 delta (reiner Fehler) 3
\ - |
ol 3 D
N i —.88} h " Ve 8 { 1.1 ot Nl ?6 i oo
'\ LT E . =088} N NORTT
N R - \’-r.wf-f") : —04 ;
N . S L NS
s weight = 0.0

weight delta = -0.88

(Durch Skatierung, Umkehrung
der Negierung und Stoppen fiir
dieses Gewicht weight und diese
Eingabe input modifizierter Fehler)

4 e

0.03

~ @ o~ 5 B o
1.1 2 el 8T V1 3 " (14 ey Sl 803 00000054
\. "/ {48} V¥ H A D T A
- o Q17 & S : M {007 |
Mo et
@

weight £ 0.88

Weitere Optimierungsalgorithmen:

* Levenberg-Marquardt Algorithmus
* Nichtlinearer Konjugatgradient

e Limited-memory BFGS
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Kapazitdt, Uber- Unteranpassung |

Die zentrale Herausforderung beim Lernprozess besteht darin, dass der Algorithmus
mit neuen, bisher unbekannten Eingangsdaten, ebenfalls zurechtkommen muss/soll.
Diese Fahigkeit wird als Generalisierung bezeichnet.

e Uberanpassung

— Bei zu starker Anpassung an die Trainingsdaten kann die Generalisierungsleistung
abnehmen. Fir neue Trainingsmuster kann dann keine realistische Prognose mehr gegeben
werden.

Um dieses Problem zu vermeiden, geht man in

der Regel so vor, dass ein zweiter Datensatz

(Testdatensatz) parallel zum Training berechnet —— Trainingsdaten
und der Fehler der Ausgabe bestimmt wird. —— Testdaten
Der Fehler wird aber nicht zur Anpassung der
Gewichte herangezogen. Wenn es dann zum
Overfitting kommt, dulSert sich dies in einem Overfitting

Ansteigen des Fehlers der Testdaten, wahrend
der Fehler der Trainingsdaten weiter fallt. _/

Trainingsfortschritt

Fehler
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Kapazitit, Uber- Unteranpassung II

* Unteranpassung

— Wenn zu wenige Merkmale zur Verfligung stehen oder eine zu einfache
Modellfunktion angenommen wird (z.B. ein lineares Modell statt eines
Polynoms), kommt es zum ,underfitting”. Die entsprechende Fehlerquelle ist die
hohe Verzerrung (engl. high bias) und das Resultat eine Unteranpassung.

* Kapazitat
® Trainingsbeispiele °

— Kapazitat bezeichnet die Fahigkeit eines --- underfitting: lineare Funktion )
Modells sich einer Vielzahl von I
Funktionen anzupassen. Modelle mit eine Lt
geringen Kapaziat fihren zu einer o
schlechten Anpassung an die Trainigs-
daten. Umgekehrt fliihrt eine zu hohe " .x,;"’ . *
Kapazitdt zu einer Uberanpassung. . °
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Netzwerkfeinabstimmung |

 Netztopologie

— Theoretisch genligt immer eine einzige verdeckte Schicht, die dann aber
moglicherweise extrem viele Neuronen bendétigt um ein komplexes Problem zu
beschreiben. Jedoch ware diese Variante im Falle komplexer Funktionen
ineffizient und nicht praktikabel, denn die Anzahl der benétigten Neuronen sinkt
exponentiell mit der Anzahl der Schichten. Dadurch lassen sich Netze mit mehr
Schichten und entsprechend weniger Neuronen schneller trainieren.

* Lernrate
— Die Lernrate bestimmt die Schrittweite beim Gradientenabstieg.

A
Suchphase finale Phase Suchphase

_________ I -
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Netzwerkfeinabstimmung Il

* Initialisierung der Gewichte

— Die Startwerte der Gewichte entscheiden dartber, ob das globale Minimum der
Verlustfunktion oder nur ein lokales Minimum gefunden wird. Es sind daher
unbedingt mehrere Durchlaufe mit unterschiedlichen Startwerten erforderlich.

 Anzahl der Trainingsdaten

— Wenn alle anderen Parameter richtig eingestellt sind, so verbessert sich mit der
Anzahl der Trainingsbeispiele die Genauigkeit der Klassifikation, bis sie
irgendwann aufgrund des Rauschens der Trainingsdaten konvergiert.

e Anzahl der Merkmale

— Im Allgemeinen ware zu vermuten, dass mit der Anzahl der Merkmale auch die
Genauigkeit der Klassifikation steigt. Dies stimmt jedoch nicht
notwendigerweise. Liegt bei zu wenigen Trainingsbeispielen eine Uber-
anpassung vor, so helfen zusatzliche Merkmale nichts. Im Gegenteil sollte deren
Anzahl sogar nach Moglichkeit reduziert werden. Ist die Modellfunktion unter-
angepasst, so sollte der Versuch gestartet werden neue Merkmale hinzuzufigen.
Dies kann in der Praxis jedoch schwierig sein, wenn es sich um bereits
vorhandene Datensatze handelt .
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Deep Learning iC

* Initialisierung der Gewichte

— Die Startwerte der Gewichte entscheiden dartber, ob das globale Minimum der
Verlustfunktion oder nur ein lokales Minimum gefunden wird. Es sind daher
unbedingt mehrere Durchlaufe mit unterschiedlichen Startwerten erforderlich.

 Anzahl der Trainingsdaten

— Wenn alle anderen Parameter richtig eingestellt sind, so verbessert sich mit der
Anzahl der Trainingsbeispiele die Genauigkeit der Klassifikation bis sie
irgendwann aufgrund des Rauschens der Trainingsdaten konvergiert.

e Anzahl der Merkmale

— Im Allgemeinen ware zu vermuten, dass mit der Anzahl der Merkmale auch die
Genauigkeit der Klassifikation steigt. Dies stimmt jedoch nicht
notwendigerweise. Liegt bei zu wenigen Trainingsbeispielen eine Uber-
anpassung vor, so helfen zusatzliche Merkmale nichts. Im Gegenteil sollte deren
Anzahl sogar nach Moglichkeit reduziert werden. Ist die Modellfunktion unter-
angepasst, so sollte der Versuch gestartet werden neue Merkmale hinzuzufigen.
Dies kann in der Praxis jedoch schwierig sein, wenn es sich um bereits
vorhandene Datensatze handelt.
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Erstes Spielen

https://playground.tensorflow.org
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https://playground.tensorflow.org/

Deep learning

* Deep Learning erfordert groRe Mengen an klassifizierten
Daten. Beispielsweise sind fur die Entwicklung eines
fahrerlosen Autos Millionen Bilder und tausende
Stunden Video erforderlich.

* Deep Learning erfordert sehr viel Rechenleistung.
Hochleistungs-GPUs verfligen Gber eine parallele
Architektur, die fliir das Deep Learning effizient ist. In
Kombination mit Clustern oder Cloud Computing bietet
dies den Entwicklungsteams die Moglichkeit die
Trainingszeit fur ein Deep-Learning-Netz von Wochen
auf Stunden oder noch weniger zu reduzieren.

Anwendungsgebiete:

e Automatisiertes Fahren

* Luft- und Raumfahrt und Verteidigung

* Medizinische Forschung Industrieautomatisierung
e Elektronik
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iC

Der Begriff ,tief” bezieht sich im
Allgemeinen auf die Anzahl
verborgener Schichten des
neuronalen Netzes. Herkbmmliche
neuronale Netze enthalten nur 2 bis
3 verborgene Schichten, wahrend
tiefe Netze bis zu 150 Schichten
enthalten.

Machine Learning

o = E

Eingabe Feature Extraktion Klassifikation Ausgabe

Deep Learning

R e e

Eingabe Feature Extraktion & Klassifikation Ausgabe

datasolut



Convolutional network iC

Die Convolutional Layer reprasentieren die Vorverarbeitung der Eingabedaten und filtern bestimmte
Eigenschaften des Bildes wie z.B. Kanten, bestimmte Flachen, Farben oder Strukturen. Hierzu tastet
ein Filter (auch als Sliding Window bezeichnet), fester Grof3e (z.B. 3 x 3 Pixel) tGiber das Eingabebild.
Dieser Filter versucht dabei den Input auf gewisse Eigenschaften zu reduzieren. Uber die Nutzung
mehrerer Filter, kdnnen nun unterschiedliche Eigenschaften herausgefiltert werden.

output

input

Da jeder Filter jedoch ein eigenes, verandertes Bild erzeugt, erhoht sich die zu verarbeitende
Datenmenge mit jeder weiteren Convolutional Ebene im CNN deutlich. Daher versucht man die Daten
mit Hilfe von Pooling Layern zu verdichten. Hierzu werden mehrere Pixel zu einem reduziert, z.B.
indem eine 4 x 4 Pixel Matrix auf ein Pixel reduziert wird, indem man aus dieser Matrix den

Maximalwert herauszieht Single depth slice
1 0 2 3

4 6
—>

3 1

1 2

N = o

8
0
4
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/weites Spielen

https://www.cs.ryerson.ca/~aharley/vis/conv/flat.html
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https://www.cs.ryerson.ca/%7Eaharley/vis/conv/flat.html

Pause
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Anwendungsbeispiel
Sprengerschitterungsprognose

Projekt Brenner Basis Tunnel — Abschnitt Rettungsstollen Tulfes

Gesamtlange Haupttunnel: 64km
Summe aller Tunnel: 230km

SUDPORTAL FRANZENSFESTE
PORTALE SUD FORTEZZA

NORDPORTAL INNSBRUCK
PORTALE NORD INNSBRUCK
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Anwendungsbeispiel
Sprengerschutterungsprognose

Projekt Brenner Basis Tunnel — Abschnitt Rettungsstollen Tulfes

Fa
c_.b"i,_,_.‘ Begebiet = ———— 24.000
au/Arzl -Rum

GK 4457965 5238132
UTM 32T 684757 5239223
LON LAT 11.44307, 47.28043

Aufzeichnung von mehr als 1000 Sprengungen
mit detaillierten Metadaten

- Lademenge

- Abstand £
- Gebirgsklassifikation
- Stlitzmitteleinsatz
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Anwendungsbeispiel
Sprengerschitterungsprognose

Neuronales Netz fur die gegenstandliche Anwendung:

- 2 ,hidden layers” mit jeweils 5 Neuronen
- Sigmoide Aktivierungsfunktion
- 164 Sprengungen herangezogen
— 100 Sprengungen zum trainieren des Netzes
— 64 Sprengungen im die Ergebnisse zu validieren
— Bertcksichtigte Parameter
- Sprengstoffmenge
—> Zindstufen
= Vortriebsklasse
- Eingesetzte Stitzmittelmenge
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Korrelationskoeffizient r

Anwendungsbeispiel
Sprengerschitterungsprognose

Variation der Anzahl der Trainigsdaten und Vergleich mit anderen
Schatzformeln:

Vergleich mit Koch‘scher Formel

1 A Korrelationskoeffizient 100% _ 20
0.0 o mittlere relative Abweichung 00% E
0.8 A 80% T s
e
0,7 A 70% =)
2
0,6 . 60% =
g 10
0,5 s 50% &
2
0,4 40% =
2
wl
0,3 A 30% £ 5
. 2
0,2 . 20% §
w
0,1 10% = 0
0 ‘ 0% 0 5 10 15 20
0 50 100 150 gemessene Schwinggeschwindigkeit [mm/s]
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Anwendungsbeispiel
Gebirgsklassifizierung

Ausgangssituation
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Anwendungsbeispiel
Gebirgsklassifizierung

Ausgangssituation:
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Anwendungsbeispiel iC
Gebirgsklassifizierung

Ergebnis:
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human classification
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ANN - overall ensemble classification
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ANN - optimistic ensemble classification
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UAV-Einsatz zur Erfassung hochgenauer

3D-Geodaten

Bewegungserfassung aus
optischen Bildreihen

Vertikal-

versatz (y) Horizontal-

versatz (x)
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Koregistrierung

Such- und Referenzfenster
Abtastraster

Berechnung Korrelationsmaximum
Extraktion 2D-Versatz
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Einsatz zur Erfassung hochgenauer
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